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TÓM TẮT 
Nghiên cứu này đề xuất ứng dụng trí thông minh nhân tạo (mô hình học máy) nhằm dự báo phụ tải điện siêu chính xác và ổn định, tập trung 
vào các tòa nhà ký túc xá đại học. Việc giám sát và quản lý năng lượng trong các tòa nhà, đặc biệt tại các cơ sở giáo dục, là vô cùng cấp 
thiết do chúng là nơi tiêu thụ năng lượng lớn và cần thiết để thúc đẩy hành vi tiết kiệm năng lượng trong sinh viên. Nghiên cứu này nhằm giải 
quyết hạn chế của các mô hình học máy truyền thống như Mạng lưới thần kinh Nhân tạo (ANNs), nơi việc tinh chỉnh tham số không tối ưu dễ 
dẫn đến hiện tượng quá khớp, làm giảm nghiêm trọng hiệu suất trên dữ liệu mới. Để khắc phục vấn đề này, nghiên cứu đã phát triển một 
phương pháp kết hợp nâng cao, sử dụng thuật toán ANN với chiến lược Tối ưu hóa 2 giai đoạn dựa trên quy trình lặp và Hàm Mục tiêu Kết 
hợp. Giai đoạn 1 tối ưu hóa độ chính xác thô: kết quả cho thấy mô hình đạt MAPEtest thấp nhất (3.79%) nhưng bị quá khớp rõ rệt với độ lệch 
48% so với MAPElearn. Do đó, Giai đoạn 2 áp dụng Hàm Mục tiêu Kết hợp Objective= max(Mapelearn,Mapetest)+∣Mapelearn−Mapetest∣. 
Hàm này đảm bảo rằng mô hình cuối cùng không chỉ chính xác mà còn có độ ổn định, tính tổng quát cao bằng cách giảm thiểu sự khác biệt 
giữa lỗi huấn luyện và lỗi kiểm tra. Mô hình tối ưu cuối cùng (Delay=9, Số nút ẩn=19) đạt MAPE test là 3.99%. Thành công nổi bật của nghiên 
cứu là đã giảm thiểu độ lệch tuyệt đối giữa MAPEtest và MAPElearn xuống chỉ còn 0.69%, chứng minh mô hình không bị quá khớp và có khả 
năng khái quát hóa vượt trội. Mức độ chính xác và ổn định này được đánh giá là xuất sắc và rất cạnh tranh, cung cấp công cụ dự báo đáng 
tin cậy cho công tác giám sát và quản lý năng lượng công trình trong thực tiễn. 
Từ khóa: Tối ưu hóa;  độ ổn định; mô hình học máy lai; quá khớp; mạng lưới thần kinh nhân tạo; dự báo phụ tải điện; chiến lược tối ưu hóa 2 
giai đoạn; hàm mục tiêu kết hợp; ký túc xá đại học; giám sát năng lượng. 
 
ABSTRACT 
This study proposes applying artificial intelligence (machine learning models) for ultra-accurate and stable electricity load forecasting, 
specifically targeting university dormitory buildings. Energy monitoring and management in educational institutions is critical due to their 
status as major energy consumers, and the necessity of promoting energy-saving behavior among students. The research aims to 
overcome a common limitation of traditional ML models, such as Artificial Neural Networks (ANNs), where suboptimal parameter tuning 
often leads to overfitting, significantly degrading performance on new data. To address this, the study developed an enhanced hybrid method 
that combines an ANN model with a two-stage optimization approach, which involves an iterative process and a combined objective function 
metaheuristic strategy. Stage 1 focused on optimizing crude accuracy (Minimizing MAPEtest), but the configuration yielding the lowest 
MAPEtest (3.79%) suffered from clear overfitting, showing a large deviation of 48%. Therefore, Stage 2 applied the Combined Objective 
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Function defined as: Objective= max(Mapelearn,Mapetest) + ∣Mapelearn−Mapetest∣. This function ensures that the final model is not only 
accurate but also possesses high reliability and generalization capability by minimizing the absolute difference between the training error 
and the test error. The resulting optimal model (Delay=9, Hidden Nodes=19) achieved a MAPEtest of 3.99%. The research’s notable success 
lies in minimizing the absolute deviation between MAPEtest and MAPElearn to only 0.69%, confirming that the model does not suffer from 
overfitting and has superior generalization ability. This level of accuracy and stability is evaluated as excellent and highly competitive, 
providing a reliable forecasting tool for practical energy monitoring and management. 
Keywords: Optimization; reliability; hybrid machine learning model; overfitting; Artificial Neural Network (ANN); load forecasting; Two-stage 
optimization; combined objective function; University dormitories; energy monitoring. 

1. ĐẶT VẤN ĐỀ 
1.1. Bối cảnh và Tính cấp thiết của Vấn đề Năng lượng 
Năng lượng là nguồn tài nguyên có hạn với chi phí và nhu cầu 

sử dụng ngày càng tăng cao (Javed et al., 2025) [1]. Lĩnh vực xây 
dựng đóng một vai trò cực kỳ quan trọng trong tiêu thụ năng lượng 
toàn cầu. Cụ thể, các tòa nhà chịu trách nhiệm cho hơn một phần 
ba tổng mức tiêu thụ năng lượng trên thế giới (Huang & Wan, 2025; 
Li et al., 2024) [2], [3]. Ở các khu vực như Hoa Kỳ và châu Âu, các tòa 
nhà thương mại và cư dân chiếm tới 40% tổng năng lượng sử dụng 
và 36% tổng lượng khí thải CO2 (Tran et al., 2020) [4]. 

Tính cấp thiết của việc sử dụng năng lượng hiệu quả càng trở 
nên rõ rệt hơn ở các khu vực nhiệt đới, nơi tiêu thụ năng lượng của 
các tòa nhà cao hơn các vùng khí hậu khác do nhiệt độ, độ ẩm cao 
và sự phụ thuộc đáng kể vào điều hòa không khí (Huang & Wan, 
2025) [2]. Với dự báo dân số và Tổng sản phẩm quốc nội (GDP) toàn 
cầu sẽ tăng mạnh, nhu cầu năng lượng được dự đoán sẽ tăng vọt 
(Chou & Truong, 2021) [5], cho thấy chỉ tập trung vào việc tăng 
nguồn cung năng lượng là không đủ để đảm bảo tính bền vững (Li 
et al., 2024) [3]. 

1.2. Sự thay đổi trọng tâm từ Công nghệ sang Hành vi 
Các biện pháp tiết kiệm năng lượng liên quan đến công nghệ 

(ECMs) đang có xu hướng ngày càng tốn kém khi các biện pháp 
không tốn kém hoặc chi phí thấp đã cạn kiệt. Do những hạn chế này, 
việc áp dụng các biện pháp ECMs liên quan đến hành vi là điều cần 
thiết để đạt được tiết kiệm năng lượng hơn nữa. Khuyến khích các 
cá nhân tiết kiệm năng lượng, có thể giúp tiêu thụ năng lượng của 
tòa nhà giảm tới 9.5% với việc cải thiện hành vi vừa phải và tới 21.0% 
với việc cải thiện hành vi tích cực (He et al., 2021) [6]. 

Đối với doanh nghiệp (bao gồm cả các tổ chức giáo dục), tăng 
cường hiệu quả năng lượng là một việc làm thiết thực, tiết kiệm và 
là một khoản đầu tư sinh lời ngay lúc này, không cần chờ đợi những 
tiến bộ công nghệ đột phá. 

1.3. Tập trung vào các Tòa nhà Ký túc xá đại học 
Các trường Đại học là những công trình tiêu thụ năng lượng lớn, 

đóng góp khoảng 8% tổng mức tiêu thụ năng lượng xã hội. Trong 
đó, các tòa nhà ký túc xá là những thực thể phức tạp độc đáo, nơi 
năng lượng phải được cung cấp để đáp ứng nhu cầu sinh hoạt hàng 
ngày, cũng như các yêu cầu làm việc và học tập. Do đó, lượng điện 
tiêu thụ của ký túc xá chiếm một tỷ lệ đáng kể trong tổng sử dụng 
năng lượng của các tòa nhà đại học (Yu et al., 2024) [7]. 

Mặc dù là công trình tiêu thụ năng lượng lớn với mật độ cao, các 
tòa nhà ký túc xá lại ít được chú ý. Việc quản lý sử dụng năng lượng 
hiệu quả tại ký túc xá giúp giảm chi phí vận hành, nâng cao hiệu quả 
hoạt động và tăng hình ảnh của nhà trường (Yang et al., 2023) [8]. 

Tại Việt Nam, hệ thống giáo dục đại học có quy mô lớn với gần 
400 cơ sở và gần 1,9 triệu sinh viên. Thế hệ trẻ, bao gồm sinh viên, 
đối mặt với thách thức lớn trong việc chống lại biến đổi khí hậu và 
cần những thay đổi hành vi cấp tiến để đạt mục tiêu không carbon 
vào năm 2050 (Bích, 2023) [9]. 

Việc nghiên cứu và thúc đẩy hành vi tiết kiệm năng lượng trong 
sinh viên, cùng với việc thu thập dữ liệu (phục vụ cho việc dự báo 
tiêu thụ năng lượng), sẽ là cơ sở khoa học giúp các nhà quản lý hiểu 
rõ nhu cầu thực tế và đề xuất các chính sách, chương trình giáo dục 
phù hợp, đặc biệt tại khu vực phía Nam nơi khí hậu ảnh hưởng đáng 
kể đến mức tiêu thụ điện (Wan et al., 2025) [10]. 

Nghiên cứu này có đóng góp vào lĩnh vực nghiên cứu về năng 
lượng bền vững, giúp tạo ra các phương pháp quản lý năng lượng 
hiệu quả và tiết kiệm. 

 
2. TỔNG QUAN NGHIÊN CỨU 
2.1. Nghiên cứu dự báo năng lượng trong tòa nhà xây dựng 
Trong bối cảnh mức phát thải CO2 liên quan đến năng lượng 

toàn cầu đã đạt kỷ lục 37,4 tỷ tấn vào năm 2023 (IEA, 2023) [11], việc 
quản lý và tiết kiệm năng lượng trong môi trường xây dựng là rất 
cần thiết. Sự chuyển dịch từ giải pháp công nghệ sang giải pháp 
hành vi được liên kết chặt chẽ với nhu cầu về dữ liệu và dự báo chính 
xác (Huang & Wan, 2025) [2]. Nhiều nghiên cứu đã tập trung vào việc 
dự báo năng lượng tòa nhà, từ đó phân tích hành vi cư dân và đưa 
ra chính sách phù hợp. 

Các phương pháp dự đoán và quản lý năng lượng tòa nhà 
truyền thống bao gồm: 

• Phương pháp kỹ thuật (Engineering methods): Sử dụng các 
công cụ mô phỏng năng lượng tòa nhà phức tạp và chi tiết như 
EnergyPlus, DOE-2, phù hợp cho các tính toán chính xác. Tuy nhiên, 
chúng thường khó thực hiện trên thực tế do độ phức tạp và thiếu 
thông tin đầu vào cần thiết, và chỉ hoạt động tốt với các hệ thống 
năng lượng có hành vi ổn định (Liu et al., 2023) [12]. 

• Phương pháp thống kê (Statistical methods): Dễ phát triển hơn, 
bao gồm các mô hình dựa trên hồi quy như Phân tích nhu cầu có 
điều kiện (CDA) và mô hình ARIMA. Tuy nhiên, các phương pháp này 
có xu hướng kém chính xác và thiếu linh hoạt (Chou & Truong, 2021) 
[5]. 

• Gần đây, các phương pháp mô hình hóa dựa trên dữ liệu đã thu 
hút sự quan tâm đáng kể để ước tính năng lượng tiêu thụ trong các 
tòa nhà (Li et al., 2024) [3]. 

2.2. Nghiên cứu dự báo năng lượng trong môi trường giáo 
dục 

Việc thúc đẩy tiết kiệm năng lượng trong môi trường học đường, 
đặc biệt là tại ký túc xá sinh viên, có ý nghĩa vô cùng quan trọng đối 
với Việt Nam. Ký túc xá là nơi sinh hoạt và học tập cộng đồng, tập 
trung đông đảo thanh niên tri thức – lực lượng đang trong giai đoạn 
hình thành các thói quen và thái độ dài hạn. Việc nghiên cứu hành 
vi tiết kiệm năng lượng tại các ký túc xá góp phần đáng kể vào mục 
tiêu tiết kiệm năng lượng quốc gia (Bích, 2023) [9]. 

Đối với các loại tòa nhà cụ thể như ký túc xá đại học, việc tiêu 
thụ năng lượng bị ảnh hưởng bởi cả các yếu tố khí tượng và lịch 
trình giảng dạy. Điều này tạo ra chuỗi thời gian phức tạp hơn nhiều 
so với các tòa nhà dân cư thông thường, khiến các phương pháp 
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truyền thống trở nên không phù hợp (Yu et al., 2024; Zhang et al., 
2024) [7], [13]. 

2.3. Xu hướng sử dụng AI trong dự báo thể hiện tính ưu việt 
hơn các phương pháp khác 

Trí tuệ nhân tạo (AI) đã được áp dụng rộng rãi trong việc dự báo 
mức tiêu thụ năng lượng của các tòa nhà, thể hiện hiệu suất vượt 
trội so với các phương pháp truyền thống (Javed et al., 2025) [1]. 

• Mạng lưới thần kinh nhân tạo (ANNs): Mô phỏng hoạt động 
của nơ-ron não bộ và là một trong những kỹ thuật AI hay được sử 
dụng. ANNs hoạt động tốt với các mô hình tiêu thụ năng lượng có 
tính phi tuyến tính cao, có khả năng tự học, và đã chứng minh hiệu 
suất dự đoán rất mạnh mẽ (Tran et al., 2020) [4]. 

• Máy học véc tơ hỗ trợ (SVMs): Rất hiệu quả trong việc giải quyết 
các vấn đề phi tuyến tính, ngay cả với lượng dữ liệu đào tạo nhỏ. 
SVM đã được chứng minh có khả năng dự đoán chính xác hơn so với 
các phương pháp khác trong việc dự đoán mức tiêu thụ năng lượng 
hàng năm trong các tòa nhà (Wan et al., 2025) [10]. 

• Mô hình tổ hợp AI (Ensemble AI models): Kỹ thuật học máy tiên 
tiến này kết hợp sức mạnh của nhiều mô hình để cung cấp ước tính 
chính xác hơn và giảm thiểu sai sót so với việc sử dụng một thuật 
toán học đơn lẻ. Do độ chính xác dự đoán cao hơn, mô hình tổ hợp 
đã trở thành phương pháp thường được các nhà nghiên cứu sử 
dụng rộng rãi trong lĩnh vực năng lượng tòa nhà (Javed et al., 2025) 
[1]. 

Tóm lại, các phương pháp AI (như ANNs và SVMs), mặc dù yêu 
cầu lượng dữ liệu lịch sử lớn, nhưng hiệu quả trong việc giải quyết 
các vấn đề phi tuyến tính và đạt độ chính xác cao. 

2.4. Khoảng trống nghiên cứu 
Xu hướng phát triển kỹ thuật kết hợp (hybrid techniques) nhằm 

cải thiện độ chính xác bằng cách kết hợp các mô hình tuyến tính và 
phi tuyến tính. Tuy nhiên, việc kết hợp không tối ưu có thể làm giảm 
hoặc làm suy yếu hiệu suất của hệ thống (Chou & Truong, 2021) [5]. 

Nghiên cứu chỉ ra rằng các mô hình học máy như ANNs, mặc dù 
hiệu quả, lại rất phức tạp trong việc tinh chỉnh tham số (parameter). 
Khi áp dụng các kỹ thuật kết hợp (hybrid techniques) để cải thiện 
độ chính xác, một vấn đề phổ biến là lỗi huấn luyện thường không 
được tối ưu hóa tối đa, dẫn đến hiện tượng quá khớp (overfitting) 
(Wan et al., 2025) [10]. Quá khớp làm giảm nghiêm trọng hiệu suất 
tổng thể khi mô hình áp dụng vào dữ liệu mới, điều này đặt ra nhu 
cầu cấp thiết về các chiến lược thông minh hơn để tìm kiếm các 
tham số tối ưu (hyperparameters) (Tran et al., 2020) [4]. 

Nghiên cứu này nhằm lấp đầy khoảng trống bằng cách phát 
triển một phương pháp kết hợp nâng cao, kết hợp thuật toán học 
máy (ANN) với chiến lược tối ưu hóa siêu hình (metaheuristic 
optimization strategy) tức là quy trình lặp và Hàm Mục tiêu kết hợp 
chứ không đơn thuần là kết hợp hai thuật toán dự báo, để xử lý các 
đặc điểm dữ liệu phức tạp của ký túc xá đại học, tập trung vào việc 
tối ưu hóa để đảm bảo độ chính xác và tính tổng quát. 

 
3. PHƯƠNG PHÁP NGHIÊN CỨU 
3.1. Mô hình Sliding window 
Trong các nghiên cứu về dự báo năng lượng tòa nhà, nơi tiêu 

thụ năng lượng là một chuỗi thời gian phức tạp đơn biến (x1, x2, …, 
xn), mô hình cửa sổ trượt là nền tảng để chuyển đổi dữ liệu chuỗi 
thời gian thành bài toán học máy có giám sát, giúp trích xuất các 
đặc điểm từ quá khứ (lịch sử tiêu thụ) để dự báo tương lai. Các mô 
hình mạng nơ-ron (ANN), máy học vector hỗ trợ (SVM) hay các mô 
hình học sâu như mạng nơ ron bộ nhớ ngắn hạn-dài hạn (LSTM) đòi 
hỏi dữ liệu đầu vào phải được cấu trúc lại thành các cặp "đầu vào - 
đầu ra" (Chou & Truong, 2021). Kỹ thuật này cho phép mô hình "học" 
được các quy luật lặp lại như tính mùa vụ hoặc hành vi sử dụng theo 

chu kỳ, đóng vai trò là "bộ chuyển đổi" (Data Transformer). Nó di 
chuyển một cửa sổ có độ dài cố định (w) dọc theo chuỗi thời gian 
để trích xuất thông tin (Li et al., 2024) gồm các tham số cơ bản: 

Look-back Window (Lag-w): khoảng thời gian quá khứ được sử 
dụng để học. 

Forecast Horizon (Delay- d): khoảng cách đến thời điểm cần dự 
báo. 

Mô hình window chuyển đổi chuỗi dữ liệu một chiều thành ma 
trận các cặp: 

 

[𝑋𝑋𝑋𝑋 𝑌𝑌𝑌𝑌] = �
𝑥𝑥𝑥𝑥1 𝑥𝑥𝑥𝑥2 ⋯ 𝑥𝑥𝑥𝑥𝐿𝐿𝐿𝐿  ∥  𝑥𝑥𝑥𝑥𝐿𝐿𝐿𝐿+𝐷𝐷𝐷𝐷
⋮ ⋱ ⋮

𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖  𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖+1 ⋯ 𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖+𝐿𝐿𝐿𝐿−1  ∥  𝑥𝑥𝑥𝑥𝑖𝑖𝑖𝑖+𝐿𝐿𝐿𝐿+𝐷𝐷𝐷𝐷−1
�  (1) 

với: 
X: Ma trận đầu vào, kích thước [Rx L]. 
Y: Ma trận đầu ra (mục tiêu), kích thước [R x 1]. 
R: là số lượng cặp mẫu huấn luyện được tạo ra được tính dựa 

trên số mẫu N ban đầu theo công thức R=N-L-D+1 
3.2. Tiếp cận nghiên cứu: Chiến lược tối ưu hóa 2 Giai đoạn 
Nghiên cứu sử dụng phương pháp dự báo chuỗi thời gian (Time 

Series Forecasting) dựa trên Mô hình lai Hybrid (kết hợp) (ANN) được 
tối ưu hóa. Để đảm bảo độ chính xác và độ vững chắc của mô hình, 
nghiên cứu đã thực hiện chiến lược tối ưu hóa tham số lặp qua hai 
giai đoạn, nhằm giải quyết triệt để vấn đề quá khớp. 

Giai đoạn 1: Tối ưu hóa Độ chính xác Thô (Minimizing MAPE test) 
Giai đoạn này tìm kiếm sự kết hợp tối ưu giữa Delay (độ trễ) và Số 
Nơ-ron trong lớp ẩn để đạt MAPE test thấp nhất. Tuy nhiên, kết quả 
từ giai đoạn này chỉ được coi là sơ bộ, vì việc chỉ chọn MAPE test 
thấp nhất không đảm bảo tính tổng quát và độ ổn định. 

Giai đoạn 2: Tối ưu hóa Độ ổn định và Tính Tổng quát (Sử dụng 
Hàm Mục tiêu Kết hợp) Để khắc phục hiện tượng quá khớp thường 
gặp trong Giai đoạn 1, nghiên cứu áp dụng phân tích độ nhạy dựa 
trên Hàm Mục tiêu Kết hợp (Objective Function). Hàm mục tiêu này 
hoạt động như một bộ lọc chất lượng nội bộ 

Quá trình này lặp lại cho đến khi tất cả các cấu hình Delay và số 
Nơ-ron được thử nghiệm. Cấu hình cho ra giá trị Objective nhỏ nhất 
sẽ được chọn làm mô hình tối ưu cuối cùng, đảm bảo cả độ chính 
xác và tính tổng quát 

3.3. Đánh giá mô hình 
Nghiên cứu sử dụng 4 tiêu chí để đánh giá mô hình gồm: 
Hệ số căn bậc hai của sai số bình phương trung bình (RMSE - Root 

mean square error) được xác định bằng công thức sau: 

𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅 = �
1
𝑛𝑛𝑛𝑛�

(𝑦𝑦𝑦𝑦′ − 𝑦𝑦𝑦𝑦)2
𝑛𝑛𝑛𝑛

𝑖𝑖𝑖𝑖=1

(2) 

Trong đó: 
y - là giá trị thực tế 
y’ - là giá trị dự đoán 
n - là số mẫu của bộ dữ liệu 
Hệ số sai số trung bình tuyệt đối (MAE - Mean absolute error) được 

tính theo công thức sau: 

𝑅𝑅𝑅𝑅𝑀𝑀𝑀𝑀𝑅𝑅𝑅𝑅 =
1
𝑛𝑛𝑛𝑛�

|𝑦𝑦𝑦𝑦 − 𝑦𝑦𝑦𝑦′|
𝑛𝑛𝑛𝑛

𝑖𝑖𝑖𝑖=1

(3) 

Trong đó: 
y - là giá trị thực tế 
y’ - là giá trị dự đoán 
n - là số mẫu của bộ dữ liệu 
Hệ số phần trăm sai số trung bình tuyệt đối (MAPE - Mean absolute 

percentage error): 
Hệ số MAPE là một phép đo thống kê để đánh giá hiệu suất của 
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các mô hình dự báo bởi vì nó mang lại các giá trị tương đối được 
tính theo công thức sau: 

𝑅𝑅𝑅𝑅𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑅𝑅𝑅𝑅 =
1
𝑛𝑛𝑛𝑛��

𝑦𝑦𝑦𝑦 − 𝑦𝑦𝑦𝑦′

𝑦𝑦𝑦𝑦 �
𝑛𝑛𝑛𝑛

𝑖𝑖𝑖𝑖=1

(4) 

Trong đó: 
y – là giá trị thực tế 
y’ – là giá trị dự đoán 
n – là số mẫu của bộ dữ liệu 
Hệ số đánh giá tổng hợp SI: 
Chỉ số tổng hợp (SI – synthesis index) được phát triển và đề xuất 

bởi Jui Sheng Chou là một công cụ đo lường hiệu suất toàn diện của 
hệ thống dự đoán. Nó kết hợp các thước đo thống kê quan trọng 
(RMSE, MAE và MAPE) để tính toán độ chính xác dự báo tổng thể. 
Chỉ số tổng hợp (SI) được tính bằng cách lấy trung bình của ba thước 
đo trên, mang lại một thước đo duy nhất và toàn diện về hiệu suất 
của hệ thống. 

Bằng cách chuẩn hóa hiệu suất dự báo, các mô hình có thể được 
so sánh với nhau bằng cách sử dụng cùng một đường cơ sở. Giá trị 
SI là từ 0 đến 1 vì vậy càng gần bằng 0 là mô hình dự báo có tính 
chính xác cao (Chou & Truong, 2021). Chỉ số SI được thể hiện theo 
công thức sau: 

𝑅𝑅𝑅𝑅𝑆𝑆𝑆𝑆 =
1
𝑛𝑛𝑛𝑛
��

𝑀𝑀𝑀𝑀𝑖𝑖𝑖𝑖 − 𝑀𝑀𝑀𝑀𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖,𝑖𝑖𝑖𝑖

𝑀𝑀𝑀𝑀𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚,𝑖𝑖𝑖𝑖 − 𝑀𝑀𝑀𝑀𝑚𝑚𝑚𝑚𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖,𝑖𝑖𝑖𝑖
�

𝑛𝑛𝑛𝑛

𝑖𝑖𝑖𝑖=1

(5) 

Trong đó 
n : số lượng các biện pháp thực hiện 
Pi : Là thước đo hiệu suất thứ i 
Pmin,i : Là thước đo hiệu suất nhỏ nhất thứ i 
Pmax,i : Là thước đo hiệu suất lớn nhất thứ i 
3.4. Thu thập dữ liệu 
Dữ liệu đầu vào là lịch sử tiêu thụ điện thực tế hàng tháng. Quá 

trình lấy mẫu được thực hiện định kỳ, nơi Ban quản lý Ký túc xá theo 
dõi và ghi lại số liệu tiêu thụ từng phòng ở, sau đó tổng hợp lại. Tổng 
số mẫu dữ liệu lịch sử được sử dụng là 38 mẫu, tương ứng 38 tháng 
từ giai đoạn sau dịch covid tháng 03/2022 đến tháng 04/2025. 

 
Hình 1. Thu thập dữ liệu sử dụng điện hàng tháng 

 
Hình 2. Chuỗi chỉ số tiêu thụ điện 38 tháng 
3.5. Tối ưu hóa mô hình lai Hybrid (kết hợp) (ANN) 
Quá trình tối ưu hóa này giống như việc hiệu chỉnh một kính 

viễn vọng phức tạp. Thay vì chỉ nhìn thấy vật thể (dự đoán) rõ nhất 
qua một ống kính (cấu hình tham số) nhưng có thể bị biến dạng 
(overfitting), chúng ta điều chỉnh đồng thời hai yếu tố (Delay và Số 
Nơ-ron) để đảm bảo hình ảnh không chỉ sắc nét mà còn phản ánh 
chân thực vật thể đó (tính tổng quát). 

a.Xác định Tham số cốt lõi 
• Lag: Đây là tham số dùng để tái cấu trúc chuỗi thời gian thành 

tập dữ liệu hồi quy, ảnh hưởng trực tiếp đến hiệu suất dự báo của 
mô hình học máy. Giá trị Lag được xác định thông qua phân tích độ 
nhạy (sensitivity analysis) để tối đa hóa độ chính xác. Dựa trên tính 
chu kỳ 12 tháng của dữ liệu, Lag được cố định là 12 tháng. 

• Delay: Là số bước thời gian từ giá trị đầu vào cuối cùng đến giá 
trị đầu ra cần dự đoán. Delay tối ưu là giá trị cho phép mạng nơ-ron 
nhận diện mối liên hệ mạnh mẽ nhất giữa quá khứ và tương lai, từ 
đó đạt được hiệu suất dự báo cao nhất. 

Quá trình tối ưu hóa mô hình giới hạn giá trị Delay tối đa là 10. 
Việc lựa chọn này là cần thiết với tổng số mẫu dữ liệu có giới hạn (38 
mẫu). Nếu chọn Delay lớn hơn, số cặp dữ liệu huấn luyện và kiểm 
tra khả dụng sẽ không đủ để mạng học tập và đưa ra đánh giá chính 
xác. 

b. Quy trình Tối ưu hóa tham số lặp 
Nghiên cứu thực hiện một quy trình lặp tự động, tìm kiếm sự kết 

hợp tối ưu giữa Delay (d) (từ 1 đến 10) và số Nơron (nnode) (từ 1 đến 
30) trong lớp ẩn của mạng ANN. 

• Bước 1: Chuẩn bị dữ liệu: Dữ liệu 38 tháng được xử lý bằng kỹ 
thuật "tạo cửa sổ" (windowize) để biến đổi thành các cặp (Input-
Output) phù hợp cho việc huấn luyện. Dữ liệu sau đó được chia 
thành hai phần: 70% dùng để huấn luyện (X, Y) và 30% được giữ lại 
làm dữ liệu kiểm tra (Xt, Ytt) (Chou & Truong, 2021) [5]. 

• Bước 2: Huấn luyện Mạng Nơ-ron: Một mạng nơ-ron mới được 
tạo (newff) với cấu trúc được xác định bởi số lượng nơ-ron lớp ẩn. 
Thuật toán 'trainlm', một thuật toán phổ biến và mạnh mẽ, được 
chọn để huấn luyện mạng (Noor, 2025). Quá trình huấn luyện kéo 
dài 5000 lần lặp, trong đó mạng tự điều chỉnh các kết nối bên trong 
để giảm thiểu Sai số Bình phương Trung bình (mse). 

• Bước 3: Kiểm tra và Đánh giá Sơ bộ: Sau khi huấn luyện, mạng 
được dùng để dự đoán kết quả cho dữ liệu kiểm tra (Xt). Sai số được 
tính toán bằng chỉ số Sai số Dự đoán Trung bình Phần trăm (MAPE). 
Giá trị MAPE càng thấp chứng tỏ mô hình dự đoán càng chính xác . 

• Bước 4: Nâng cao tính tổng quát, hạn chế hiện tượng 
Overfitting:  Do việc chỉ chọn MAPE kiểm tra MAPE_test thấp nhất 
không đảm bảo tính tổng quát và có thể dẫn đến hiện tượng quá 
khớp (overfitting), nghiên cứu tiếp tục phân tích dựa trên Hàm Mục 
tiêu kết hợp. Hàm mục tiêu được định nghĩa là: Objective = 
max(Mape_test, Mape_learn) + |Mape_test - Mape_learn|. Mục tiêu 
là tìm tổ hợp tham số cho ra giá trị Objective nhỏ nhất, đảm bảo hai 
điều kiện: (1) Cả MAPE_test và MAPE_learn đều thấp (mô hình chính 
xác); và (2) Khác biệt giữa MAPE_test và MAPE_learn thấp (mô hình 
không bị overfit hoặc underfit).  
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Bắt đầu

Tải dữ liệu 38 Tháng 
tiêu thụ điện

Chuẩn bị dữ liệu: 
Windowing (lag = 12)

Chuẩn hóa

Chia dữ liệu:
 70% learn và 30% test

Trainning ANN:
Net (Delay, Node)

i: 1-5000

Vòng lặp ngoài:
Delay: 1-10
Nút: 1-30

MAPE_test ≤ min MAPE_test

Lưu mô hình 
ANN (D,N)

GĐ 2: Phân tích độ nhạy 
(nâng cao tổng quát mô hình)

GĐ 1:Tối ưu hóa 
tham số (nâng cao 

hiệu suất)

300 MAPE_learn 
và MAPE_test

Hàm mục tiêu

Min Obj

Kết quả mô hình 
(D, N) cho 
OBJ_best

Kết thúc

 

 
Hình 3. Lưu đồ tối ưu hóa tham số 

 
4. KẾT QUẢ  
4.1. Phân tích kết quả tối ưu hóa sơ bộ và đánh giá tính tổng quát 
Nghiên cứu đã thực hiện tối ưu hóa mô hình dự báo trong Giai 

đoạn 1 dựa trên tiêu chí tối thiểu hóa Sai số phần trăm tuyệt đối 
trung bình trên tập kiểm tra (MAPE test). Phần lớn các tổ hợp tham 
số đã đạt được MAPE test dưới 8%, một mức độ chính xác được coi 
là rất tốt trong lĩnh vực dự báo. 

Bảng 1. Kết quả Sai số phần trăm tuyệt đối trung bình của các 
nhóm tổ hợp trong mô hình 

delay nút ẩn Min (Mape test) Mape learn tương ứng 
1 21 0.066859 0.0378 
2 28 0.059524 0.0508 
3 24 0.054979 0.2264 
4 03 0.054216 0.0377 
5 22 0.054281 0.0539 
6 25 0.037984 0.0785 
7 08 0.040525 0.5138 
8 26 0.041064 0.2247 
9 20 0.038373 0.1433 
10 19 0.044339 0.1625 

Cấu hình tối ưu theo tiêu chí MAPE test thuần túy tại cấu hình 
Delay=6 và Số nút ẩn=25, đạt MAPE test 3.79%. 

Mặc dù đạt MAPE test thấp nhất, mô hình Delay=6, Số nút ẩn=25 lại 
có MAPE learn tương ứng là 7.85%. Sự chênh lệch này khá lớn, là một 
dấu hiệu xác nhận mô hình đã bị quá khớp (overfitting) trên tập dữ liệu 
huấn luyện. Hiện tượng lệch lớn giữa tập huấn luyện và kiểm tra cũng 
được quan sát thấy ở các cấu hình khác như Delay= 3, 7, 8, 9, và 10. 

Cho thấy việc chỉ dựa vào MAPE test thấp nhất (cạm bẫy của độ 

chính xác thô) không đảm bảo tính tổng quát và độ tin cậy. 
4.2. Tối ưu hóa độ ổn định và xác định mô hình tối ưu cuối cùng 
Do việc chỉ chọn MAPE test thấp nhất không đảm bảo tính tổng 

quát và độ tin cậy, nghiên cứu tiếp tục Giai đoạn 2 bằng cách áp 
dụng phương pháp phân tích độ nhạy với Hàm Mục tiêu kết hợp 
(Objective Function). Mục tiêu của Hàm Mục tiêu kết hợp là tìm kiếm 
tổ hợp tham số cho ra giá trị Objective nhỏ nhất, đồng thời đảm bảo 
rằng cả MAPE học & MAPE kiểm tra đều thấp, và khác biệt giữa 
chúng cũng thấp để tránh hiện tượng overfit hoặc underfit.  

Kết quả tối ưu hóa theo tiêu chí độ bền đã xác định mô hình tối 
ưu cuối cùng là Delay = 9 và Số nút ẩn = 19. Mô hình này đạt được 
các chỉ số hiệu suất quan trọng sau: 

Giá trị Objective: 0.05367. 
MAPE test: 3.99%. 
MAPE learn: 4.68%. 
Độ lệch tuyệt đối giữa Test và Learn (∣Test−Learn∣): 0.69%. 
4.3. So sánh với các mô hình hình học máy thông dụng 
Hầu hết các Sai số phần trăm tuyệt đối trung bình MAPE đều cho 

kết quả >10 %, điều đó cho thấy sự cần thiết trong tối ưu hóa các 
tham số trong mô hình.   

 
Hình 4. Kết quả sai số của các mô hình không tối ưu hóa tham số 
 
5. THẢO LUẬN 
5.1. Độ ổn định và khả năng khái quát hóa 
Đánh giá mô hình tối ưu cuối cùng cho thấy sự ổn định vượt trội. 

Sự khác biệt giữa MAPE trên tập Kiểm tra (3.99%) và MAPE trên tập 
Huấn luyện (4.68%) chỉ là 0.69%. Độ lệch cực kỳ nhỏ này là bằng 
chứng rõ ràng xác nhận mô hình không bị quá khớp. Việc MAPE trên 
tập Kiểm tra có lỗi thấp hơn một chút so với tập Huấn luyện (dù 
hiếm gặp) củng cố nhận định rằng mô hình có khả năng khái quát 
hóa (generalization) rất tốt trên dữ liệu chưa từng thấy. Mức độ ổn 
định và tin cậy của mô hình được đánh giá là cao do hiệu suất gần 
như đồng đều trên cả hai tập dữ liệu huấn luyện và kiểm tra 

Việc hy sinh một chút độ chính xác tuyệt đối (từ 3.79% xuống 
3.99%) để đổi lấy sự cải thiện đáng kể về độ ổn định (giảm độ lệch từ 
48% xuống 0.69%) là một thành công lớn về mặt khoa học, khẳng định 
tính hiệu quả của phương pháp tối ưu hóa dựa trên tiêu chí kết hợp 

5.2. So sánh hiệu suất và ý nghĩa thực tiễn 
Kết quả MAPE test là 3.99% của nghiên cứu này nằm ở ngưỡng rất cạnh 
tranh so với các nghiên cứu dự báo phụ tải điện trước đây sử dụng các 
mô hình học máy như ANN, SVR, hoặc LSTM. 

 
Hình 5. Kết quả dự báo của mô hình tối ưu 



06.2026ISSN 2734 -9888 307

w w w. t a p c h i x a y d u n g .v nNGHIÊN CỨU KHOA HỌC

 

 

 Cụ thể, các nghiên cứu thành công trong dự báo ngắn hạn 
(theo giờ/ngày) thường đạt MAPE trong khoảng 1.5% đến 4%, trong 
khi dự báo trung hạn (theo tuần/tháng) thường có MAPE từ 3% đến 
8% (Liu et al., 2023). Với MAPE 3.99% và độ ổn định cao (độ lệch 
0.69%), mô hình nghiên cứu này được xếp vào nhóm xuất sắc cho 
cả dự báo ngắn hạn và trung hạn. Điều này khẳng định tính ứng 
dụng và hiệu quả thực tiễn cao của mô hình đã được phát triển. 

 
Hình 6. Mặt bằng MAPE mô hình tối ưu (Delay - Nút ẩn) 
Mô hình cuối cùng, được tối ưu dựa trên tiêu chí kết hợp, hoạt 

động như một hệ thống kiểm soát chất lượng nội bộ: nó không chỉ 
tìm kiếm kết quả dự báo chính xác mà còn đảm bảo rằng độ chính 
xác đó là đồng nhất trên cả tập dữ liệu đã biết và chưa biết, tránh 
được "cạm bẫy" của việc chỉ học thuộc lòng dữ liệu huấn luyện. 

 
Hình 7. Mô hình 3D của MAPE của mô hình tối ưu 
Với dự báo phụ tải đáng tin cậy theo kết quả nghiên cứu, Ban 

Quản lý ký túc xá có thể tối ưu vận hành các hệ thống thiết bị sử 
dụng điện theo lịch dự báo, điều chỉnh biểu giá mua điện, hoặc phát 
hiện sớm bất thường khi phụ tải thực tế lệch khỏi dự báo. 

Trong nghiên cứu này, các tác giả chưa xem xét về thời tiết 
(nhiệt độ, độ ẩm theo mùa), lịch hoạt động và mức độ sử dụng của 
ký túc xá giữa kỳ học và kỳ nghỉ, v.v. Người đọc có thể thực hiện  các 
nghiên cứu tương lai liên quan việc xem xét các yếu tố ảnh hưởng 
để nâng cao tính tổng quát của mô hình đề xuất. Phương pháp đề 
xuất cũng cần được thử nghiệm trên các tập dữ liệu khác từ nhiều 
công trình để khẳng định tính khái quát hóa. 

 
6. KẾT LUẬN 
Nghiên cứu đã khẳng định tính hiệu quả vượt trội của việc áp 

dụng mô hình học máy lai được tối ưu hóa dựa trên tiêu chí độ tin 
cậy trong dự báo phụ tải năng lượng. Bằng cách sử dụng Hàm Mục 
tiêu Kết hợp, nghiên cứu đã xác định thành công mô hình tối ưu cuối 

cùng (Delay=9, Số nút ẩn=19) đạt khả năng khái quát hóa cao. Mô 
hình này đạt MAPE test là 3.99% và điều quan trọng là chỉ có độ lệch 
giữa tập kiểm tra và huấn luyện rất nhỏ, chỉ 0.69%, qua đó chứng 
minh mô hình không bị quá khớp và có độ tin cậy cao.  

Kết quả so sánh: mức độ chính xác 3.99% này được đánh giá là 
xuất sắc và rất cạnh tranh so với các nghiên cứu dự báo tải điện ngắn 
và trung hạn trước đây. Do đó, mô hình này cung cấp một công cụ 
dự báo ổn định và chính xác, có thể áp dụng hiệu quả trong quản lý 
năng lượng tòa nhà, hỗ trợ phát hiện các mô hình tiêu thụ bất 
thường và thúc đẩy các sáng kiến tiết kiệm năng lượng tại các cơ sở 
giáo dục. 

Lời cảm ơn: Nghiên cứu này được Bộ Giáo dục và Đào tạo tài trợ 
trong đề tài mã số B2025-MBS-03. 
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